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摘 要:
 

利用供热系统的准确参数,对监测系统状态、识别异常情况具有指导意义。然而大量终端数据,可能存在失

真问题,为此本文提出了一种异常数据检测和清洗方法。采用信号模态分解结合深度学习,构建数据检测与清洗模

型。首先对由DeST获取的供热负荷进行CEEMDAN模态分解;其次将产生的本征模函数和剩余量输入 CNN-
LSTM深度学习预测模型,获取高精度结果;最后基于预测值和待清洗数据的偏差,完成检测和数据清洗,提高末端数

据准确性。结果表明:本文的CEEMDAN-CNN-LSTM 组合模型,识别异常数据的准确率和F1分数达到:91.36%,

86.21%,优于其他3种模型;利用预测值替换异常值,保证数据集的完整准确。
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Abstract:Using
 

the
 

accurate
 

parameters
 

of
 

the
 

heating
 

system
 

has
 

guiding
 

significance
 

for
 

monitoring
 

system
 

status
 

and
 

identifying
 

abnormal
 

conditions.
 

However,
 

a
 

large
 

amount
 

of
 

terminal
 

data
 

may
 

have
 

distortion
 

problems.
 

To
 

address
 

this,
 

this
 

paper
 

proposed
 

a
 

method
 

for
 

detecting
 

and
 

cleaning
 

abnormal
 

data.
 

Signal
 

modal
 

decomposition
 

combined
 

with
 

deep
 

learning
 

was
 

used
 

to
 

construct
 

a
 

detection
 

and
 

cleaning
 

model.
 

The
 

first
 

step
 

involves
 

conducting
 

CEEMDAN
 

mode
 

decomposition
 

of
 

the
 

heating
 

load
 

obtained
 

by
 

DeST.
 

Subsequently,
 

the
 

intrinsic
 

mode
 

functions
 

and
 

residual
 

quantities
 

generated
 

from
 

the
 

decomposition
 

are
 

input
 

into
 

the
 

CNN-LSTM
 

deep
 

learning
 

prediction
 

model
 

to
 

achieve
 

high-precision
 

prediction
 

results.
 

Finally,
 

based
 

on
 

the
 

deviation
 

between
 

predicted
 

values
 

and
 

data
 

to
 

be
 

cleaned,
 

abnormal
 

detection
 

and
 

data
 

cleaning
 

are
 

completed.
 

The
 

CEEEMDAN-CNN-LSTM
 

combined
 

model
 

in
 

this
 

paper
 

achieves
 

superior
 

accuracy
 

and
 

F1
 

scores
 

of
 

91.36%
 

and
 

86.21%,
 

respectively,
 

outperforming
 

the
 

other
 

three
 

models.
 

Moreover,
 

the
 

predicted
 

values
 

can
 

be
 

used
 

to
 

replace
 

abnormal
 

values,
 

ensuring
 

the
 

integrity
 

and
 

accuracy
 

of
 

the
 

final
 

data
 

set.
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0 引  言

  供热系统在城市基础设施中占有重要地位,主要负责

冬季取暖和居民热水。供热质量与运行状态息息相关。随

着我国城镇化发展的推进和能源体系的转型,目前供热系

统面临智能化升级的挑战[1]。在“互联网+”智慧能源系统

建设的推动下,结合物联网和大数据平台[2],能够有效模拟

供热系统的运行状态,实时获取相关参数。利用系统终端

数据平台,监测系统状态并进行实时调控,能够有效改善供

热质量。然而末端采集到大量供热数据,可能存在缺失、异
常及失真等问题,导致供热企业的管网控制和热源调度措

施,出现一定延迟和错误[3]。当前研究大多采用基于统计、
密度和聚类等传统方法,对异常数据识别的准确度较低,导
致供热质量差和用户满意度降低。因此,供热系统终端数
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据的异常检测和数据清洗尤为重要,对提高系统效率、确保

用户舒适度等具有重要意义[4]。
在集中供热领域,一些企业通常采用传统方式来检测

异常情况[5],如定期管道检修和人工经验判别。但需要耗

费巨大人力物力,且受管网热惰性影响,不能准确及时地辨

别异常数据和系统故障,严重影响供热质量和能耗。随着

系统智能化发展,企业多转向采用监视控制与数据采集

(supervisory
 

control
 

and
 

data
 

acquisition,
 

SCADA)系统监

测和管理供热系统[6-7]。广泛部署采集传输设备,收集、记
录和存储大量终端数据[8]。然而在数据测量(设备故障)、
传输(通信故障)、控制(时间延迟)过程中,受外界(恶劣天

气)和人为(专业知识缺乏、记录误差)等干扰,导致异常情

况出现[9]。
改善原始数据集的准确性和可信度势在必行。因此,

研究多聚焦异常检测和数据清洗技术[10-11]。通过分析高质

量的历史数据,深入研究隐藏规律和系统特征,实现精细管

控。在异常数据识别方面,文献提出多种方法解决不同领

域异常检测问题,包括基于数据统计、距离、密度、聚类和相

似度等[12]。在数据清洗方面,采用机器学习和深度学习等

填补空缺和修正数据[13-14]。然而针对供热系统的问题,亟
需结合并扩展以上方法改善其末端数据有效性。

夏博等[15]提出综合利用阈值法和K均值聚类法,通过

人工设定阈值和经验参数,识别不同性质的能耗数据异常

值。Sun等[16]采用专家知识与支持向量机结合的两步训练

策略辨别异常类型,但处理大规模异常数据时,可能导致回

归模型畸变和拟合性能下降。张童[17]提出基于皮尔逊系

数与时序回归分析模型,开展集中供热系统的异常点检测。
将检测结果中的异常值,进行高效清洗也是确保数据质量

的关键步骤。柳亚楠[18]采用箱线图四分位法和拟合法剔

除极端值,并结合K均值聚类清洗数据,但簇数选择对结

果影响较大。尹薇[19]提出了一种基于自回归模型清洗时

间序列技术,采用迭代思想设计自更新系数进行缺失值填

充。匡俊搴等[20]提出了基于深度神经网络的快速异常数

据清洗算法,采用迭代阈值收缩和深度学习解决清洗难题,
结果的完整度和准确性高于传统方法。现有研究尚未充分

运用数据挖掘和深度学习等先进技术来检测并清洗供热异

常数据,且未提出综合方法。
基于以上问题,本文提出应用信号处理、机器学习和深

度学习等方法交叉融合,搭建新模型来高效检测和清洗供

暖数据。以某酒店供热系统为例,首先对终端数据进行预

处理,包括数据规范化、特征选择等;其次选择自适应白噪

声集合经验模态分解(complete
 

ensemble
 

empirical
 

mode
 

decomposition
 

with
 

adaptive
 

noise,
 

CEEMDAN)与卷积神

经网络(convolutional
 

neural
 

networks,
 

CNN)结合长短期

记忆
 

(long
 

short-term
 

memory,LSTM)的组合模型进行高

精度预测,辨识不符合预期的数据;最后评价模型异常辨识

率并清洗数据。完整准确的末端数据,为后续数据分析和

应用提供支持,及时优化调整运行方案[21],保障系统安全、
经济、节能环保性。

1 模型理论介绍

1.1 信号分解模型

  1)经验模态分解

经验模态分解(empirical
 

mode
 

decomposition,EMD)
是一种信号处理方法,特别适用于任何非线性、非平稳的信

号分解。提取不同频率成分,分解产生不同时间尺度的本

征模态函数(intrinsic
 

mode
 

function,
 

IMF)和残余项。基

本思路是通过数据局部最大和最小值,获取上下包络的平

均值,再用原始信号减去均值信号得出剩余分量,最终求得

IMF,其分解结果如式(1)所示。

u(t)=∑
N

i=1
ci(t)+resN(t) (1)

式中:u(t)为原始供热负荷序列;ci(t)为第i个IMF分量;

resN(t)为残余项。然而实际数据存在噪声干扰,可能出现

模态混叠和虚假分量的现象。

2)集合经验模态分解

提出集 合 经 验 模 态 分 解(ensemble
 

empirical
 

mode
 

decomposition,EEMD),解决上述问题获得理想子序列,在
分解过程中添加高斯白噪声(需要初始化集成平均次数m
和白噪声幅值α),实现信号在适当时间尺度自动分布,提
高结果可靠性。但经过有限平均计算后仍存在误差。在原

始序列u0(t)加入高斯白噪声信号ni(t),变为u(t)=
u0(t)+ni(t),经过迭代产生IMF和残差,如式(2)所示。

u(t)=∑
N

i=1
ci(t)+resN(t) (2)

式中:ci(t)是第i个IMF分量,resN(t)为残差项。

3)自适应白噪声集合经验模态分解

为解决EMD和EEMD的不足,因此本文利用自适应

白噪声对时间序列数据分解,使误差在相对较少的平均操

作下趋近于零。CEEMDAN的计算方法如式(3)~(8)所
示,分解步骤如图1所示。

(1)向原始信号序列u(t)添加标准正态白噪声,ε0 为

信噪比,总共加入了I次白噪声;

u1(t)=u(t)+ε0ωi(t)(i=1,2,…,I) (3)
(2)利用EMD将u1(t)分解得到I 组结果,将分量平

均化得到模态分量IMF1 和残余项res1(t);

IMF1 =
1
I∑

I

i=1
IMFi

1 (4)

res1(t)=u(t)-IMF1 (5)
(3)向残余信号添加特定噪声后继续EMD分解;

IMFk+1=
1
I∑

I

i=1F1[resk(t)+εkFk(ωi(t))] (6)

resk(t)=resk-1(t)-IMFk (7)
(4)重复执行步骤(3),直至残余信号是单调函数或常
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图1 CEEMDAN的分解步骤

Fig.1 Decomposition
 

steps
 

of
 

CEEMDAN

量时完成EMD分解。假设获得N 个本征模态函数IMF,
则可写出原始信号的CEEMDAN分解式:

u(t)=∑
N

k=1IMFk +resN(t) (8)

EEMD方法主要通过多次EMD分解和集合平均方式

降低模态混叠,将添加白噪声后的 M 个信号直接分解,并
求对应IMF间均值;而CEEMDAN方法引入自适应噪声

处理,每求完一阶IMF分量,又重新给残值加入白噪声,再
求此时IMF分量均值,并多次迭代。因此在较小的平均次

数下,完备性很好,更适用于复杂信号分解和特征提取。

1.2 深度学习算法

  随着深度学习技术的快速发展,学者们将数据清洗方

法的研究转向深度学习模型,利用神经网络和深度学习方

法自动识别修复数据中的异常值[21]。而历史供热负荷与

时间序列高度相关,因此本文拟采用时间序列预测模型。
其中LSTM模型是一种用于处理时间序列的特殊循环神

经网络,解决了梯度消失和爆炸问题,提高模型准确可用

性。而CNN模型可以有效提取输入数据特征,采用权值

共享与局部连接的方式,特征提取能力良好。

1)
 

CNN-LSTM神经网络模型

CNN包括卷积层、池化层、全连接层等重要结构,首先

通过卷积层提取输入序列的特征信息,然后利用池化层精

炼提取上一步的特征,最后收集所有数据至全连接层,并供

输出使用。因此,选择此网络不仅能有效提取供热序列特

征,且能简化网络结构和复杂度。LSTM 基于循环神经网

络,特点在于反向传播误差,实现时间序列信息的长期记

忆,更好地处理长序列和长距离依赖关系。因此考虑结合

CNN与LSTM模型的优势,充分提取输入序列特征,实现

对数据未来的精准预测。
结合输入序列的信息流动,发掘时序特征。通过3个

门控单元控制,判断需要保留或遗忘的信息,其结构单元如

图2所示。

图2 LSTM单元结构

Fig.2 Structure
 

of
 

LSTM
 

unit

其存储、更新、遗忘过程的计算如式(9)~(14):

ft =σ(Wf·[ht-1,xt]+bf) (9)

it =σ(Wi·[ht-1,xt]+bi) (10)

c
~

t=tanh(WC·[ht-1,xt]+bC) (11)

Ct =ftCt-1+itc
~

t (12)

Ot =σ(WO·[ht-1,xt]+bO) (13)

ht =Ot×tanh(ct) (14)
其中,W 和b代表权重系数和偏差,f、i、C、O 代表遗

忘、输入、输出门和记忆单元;t表示当前时刻,ft,it,Ot 代

表当前遗忘、输入和输出门控状态,c
~

t、Ct 代表当前输入和

记忆单元状态,xt、ht、ht-1 代表当前输入、输出和上一时刻

输出;·表示数量积,表示 Hadamard积。

2)
 

模型的建立和应用

在本文的供热负荷预测中,利用卷积结合长短期记忆

网络,划分训练集和测试集,不断优化模型参数;对比预测

和实际供热负荷的偏差,判断数据异常值,完成检测和清

洗,具体流程如图3所示。

图3 样本数据清洗模型流程

Fig.3 Sample
 

data
 

cleaning
 

model
 

process

首先,学习样本数据的时序规律,建立输入与输出的复
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杂非线性关系,选择特征向量矩阵训练模型;采用训练集拟

合变量间的复杂关系;采用测试集数据验证模型,通过损失

函数评价模型预测能力,实现对供热负荷的高精度预测;采
用精度满足要求的模型预测值,对比识别异常情况,并替

换、填补待检测数据集,保障数据集的完整准确。

1.3 构建组合模型算法

  针对不稳定的供热负荷变化,为提高时序数列的预测

精度,本文选择CEEEMDAN-CNN-LSTM 混合模型,作为

异常检测和清洗的数据基础。该模型主要由以下关键部分

组成:原始序列分解与重构、卷积网络-长短期记忆网络模

型、异常识别和评价以及最后的数据清洗环节。首先选择

DeST建筑负荷模拟软件,通过设置室外气象环境、建筑模

型参数、建筑设备系统的控制调节策略、热舒适性要求等条

件参数,模拟整个供暖期历史供热负荷。后续进行数据预

处理和归一化等,准备好输入数据。由于原始序列具有信

息重叠现象,模型选择结合CEEMDAN模态分解方法,获
取不同波形不同特征的本征模函数和残余项,使非平稳时

序数据,转化为多个相对平稳的子序列。划分数据集为训

练集和测试集,训练并优化混合模型参数,输出预测结果和

图形,通过相关指标评估模型性能。最后,利用精度较高的

模型训练结果,识别待清洗数据集的异常值,并进行异常检

测结果评价;以预测结果为依据完成数据清洗。模型构建

和应用流程如图4所示。

图4 CEEMDAN-CNN-LSTM清洗模型流程

Fig.4 CEEMDAN-CNN-LSTM
 

data
 

cleaning
 

model
 

process

2 CEEMDAN 与 CNN-LSTM 的数据清洗模型

验证

2.1 供热数据预处理

  供热系统存在时变性、热惯性和时滞性等特点,导致传

统控制方法很难对其进行合理有效的管理和调控。发展趋

势结合SCADA系统和PLC技术,实现自动化监控和过程

控制。此过程涉及从不同的数据源,以适当的频率,实时采

集多种数据类型,整理这些数据,发现存在噪声、缺失、突变

等问题。由于缺少实际供热现场参数,采用DeST负荷模

拟软件,得到热负荷数据集(以当地某酒店为例)。包括整

个供暖期的历史运行和环境参数等。对采集数据进行预处

理,提高原始序列的可靠性。

1)异常值处理

通常由突发事故造成,表现为某些数据点会与相邻数

据产生明显差别,形成阶跃式突变。由于系统热惯性,前后

存在关联难以出现突变,首先剔除突变值(零、无穷数等)。

2)
 

缺失值填补

在剔除突变值后,需要对缺失位置进行填补。传统采

用线性差值法、中位值、临近数等。线性差值法使用连接两

个已知量的直线,确定两者之间的未知量,以保证历史数据

集的完整性。

3)
 

数据归一化

对于神经网络模型的数据集,不同特征的范围相差较

大时易出现不收敛,需要对每个特征变量归一化处理。采

用最大-最小值归一化,将特征数据归一化到[0,1],如
式(15)所示。训练模型时,使用利用归一化后的数据集,其
预测结果也位于

 

[0,1]内,因此需要对结果进行反归一化,
得到最终的预测输出,如式(16)所示。

X'=
X-Xmin

Xmin-Xmax

(15)

X =X'(Xmax-Xmin)+Xmin (16)
其中,X 为原始特征变量,X'为最大-最小值归一化特

征变量,Xmin、Xmax 为特征变量最小值、最大值。

2.2 序列分解与重构

  分析供热场景热负荷原始数据,针对其非线性、非平稳

变化的序列特征,利用模态分解挖掘其中规律,降低预测过

程复杂度。以DeST某月历史供热负荷为例,时间为2023
年2月1日~2月28日,采样间隔为1

 

h,共得到672组负

荷数据。将原始热负荷序列分解,产生多个能够代表其非

线性特征的子序列(IMF)与残差序列(RES),便于提高后

续预测精度和效率,优化大数据平台的质量。分别采用

EMD、EEMD、CEEMDAN
 

等模态分解方法,产生不同数量

不同特征的本征模态函数和剩余量,其结果如图5~7
所示。

分析以上结果:EMD分解可得6组IMF和1组RES;

EEMD分解可得8组IMF和1组RES;ICEEMDAN分解

可得10组IMF和1组RES,算法的信噪比设定为0.6,额
外增添噪声的数量设定为100。与EEMD和EMD相比,

CEEMDAN分解产生的分量更多,且分量波形即包含的特

征更明显,其分解受噪声的影响较小,在单个IMF中不包

含不同或相似的序列,不存在模态融合。分解后的IMF都
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图5 EMD模态分解结果

Fig.5 Results
 

of
 

empirical
 

mode
 

decomposition

图6 EEMD模态分解结果

Fig.6 Results
 

of
 

ensemble
 

empirical
 

mode
 

decomposition

图7 CEEMDAN模态分解结果

Fig.7 Results
 

of
 

complete
 

ensemble
 

empirical
 

mode
 

decomposition
 

with
 

adaptive
 

noise

有清晰稳定的波形特征,RES值的趋势随时间而减少。结

果表明,CEEMDAN对负荷序列的分解效果优于其他两种

分解方法。
2.3 深度学习模型训练

  区域供热系统的运行受到多重因素影响。在输入参数

的选择方面,采用皮尔逊相关系数分析法,相关系数值越大

两者相关性越强。计算多环境因素与热负荷的相关性,计
算如式(17)所示。

ρU,V =
cov(U,V)

σUσV
=

E((U-uU)(V-uV))
σUσV

(17)

式中:ρU,V 为变量U、变量V 的相关系数,uU、uV 为两参数

平均值,σU、σV 为两参数集的方差。
原始数据包括某月的气象数据和供热数据两部分。初

始选择6个环境因素进行计算,具体结果如表1所示。本

文输入参数选择高相关性因素,舍弃其余低关联性因素后,
综合选择4个环境因素。

表1 热负荷与各环境因素的相关系数计算结果

Table
 

1 Calculation
 

results
 

of
 

correlation
 

coefficients
 

between
 

thermal
 

load
 

and
 

various
 

environmental
 

factors

环境因素 温度 湿度 风速 空气质量 太阳辐射 气压

ρ -0.87-0.530.68 0.45 0.26 0.18

  整理后实验数据集共包含672组样本,每个样本用

7个维度的参量表示,分别为室外温度、相对湿度、风力等

级、空气质量指数以及前一天热负荷、前一小时热负荷和实

际热负荷。将以上因素输入神经网络模型进行训练。模型

训练前按照一定比例划分训练集、测试集。利用训练集训

练模型,使用测试集验证,并结合指标评价模型性能。对于

数据驱动方法而言,原始数据的有效是至关重要的。本次

训练选取供热负荷序列与CEEMDAN的分量和残差,组成

输入特征集,建立混合预测模型,其中,前528组样本数据

为训练集,剩余144组为测试集。

1)
 

模型架构和参数

基于 Matlab平台搭建深度学习模型,选择多层神经网

络进行复杂的非线性拟合,为避免过拟合加入正则化层,并
增强泛化能力。模型选择两层CNN层、三层LSTM层,通
过CNN提取原始数据的特征,利用卷积核与池化层提取

时序特征量,后接LSTM 层提取内部分布特征,最后通过

全连接层输出。经过多次优化后确定超参数具体设置。内

部架构为:卷积核数20,大小为3,隐含层3层,隐藏节点数

为128,Dropout层丢失率为0.3。

2)
 

模型训练过程

采用DeST模拟2月1日~2月28日的历史负荷和环境

参数等,采集逐时的数据,以便于调节热力系统运行。优化器

使用Adam,其特点为简单高效、且占内存少,能够自适应地对

学习率不断调整,迭代次数设置为2
 

000,学习率为0.01。

2.4 组合模型训练与分析

  1)
 

预测性能验证

构建数据检测和清洗模型的基础,是模型对于输入输

出之间良好的拟合能力。模型的预测性能好坏,直接关系

到模型异常值辨识以及之后的数据填充效果。利用已训练

好的模型对供热负荷进行预测,并与测试集实际数据进行
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对比。为了进一步验证本模型的优点和性能,将本文所提

组 合 模 型 CEEMDAN-CNN-LSTM 与 LSTM、CNN-
LSTM、EEMD-CNN-LSTM等方法对比,效果如图8所示。

图8 不同模型对比结果

Fig.8 Comparison
 

results
 

of
 

different
 

models

2)
 

评价指标

采用平均绝对误差(MAE)、平 均 绝 对 百 分 比 误 差

(MAPE)和均方根误差(RMSE),如式(18)~(20)。

MAE =
1
N∑

N

i=1
|Yi-yi| (18)

MAPE =
100%
N ∑

N

i=1

Yi-yi

Yi

(19)

RMSE =
1
N∑

N

i=1

(Yi-yi)2 (20)

式中:Yi 为热负荷实际值,yi 为热负荷预测值,N 为样本

总数量。
对比本模型与其他3种模型的误差结果,评价指标如

表2所示。

表2 预测结果评价指标

Table
 

2 Prediction
 

result
 

evaluation
 

metrics

评价指标 MAE RMSE MAPE/%
LSTM 62.65 81.01 12.50

CNN-LSTM 58.39 62.38 11.55
EEMD-CNN-LSTM 38.65 32.44 8.92

CEEMDAN-CNN-LSTM 17.89 13.14 4.80

  对比发现:本模型预测性能较为准确,以平均误差百分

比 MAPE作为损失函数,值为4.80%,MAE值为17.89。

3种指标均表明模型的预测值与实际值的偏差很小,即模

型能够有效地学习到输入和输出之间的非线性关系。因

此,准确的预测结果,为异常辨识和修正作数据参考。

3 异常检测和清洗效果

3.1 待清洗数据和评价指标

  1)
 

待清洗数据集

调研现场运行情况,结合上述的672条数据,以正常历

史数据为基础,综合考虑异常现象,包括不符合变化趋势、
缺失、无穷数等。人工模拟异常值和正常值的混合数据集,
其中前528组只包含正常数据,后144组为待检测集(异常

值占比20%),辨识并清洗数据集,实际值和异常值具体分

布情况和其误差曲线如图9所示。

图9 待清洗数据分布情况

Fig.9 Distribution
 

of
 

data
 

to
 

be
 

cleaned

2)
 

异常检测评价

根据上节已训练好的组合模型,计算待清洗数据集中

各数据实际值和预测值的偏差大小。依据训练结果选择合

适的阈值作为判断依据:偏差大于阈值的判定为异常,反之

为正常。模型可以有效地识别出待清洗数据中的缺失、突
变等错误值,误判漏判情况极少。为了直观理解模型在异

常值检测方面的能力,将异常数据定义为正例,正常数据视

为负例,作为异常检测效果评价的基础数据,预测与实际的

对应关系如表3所示。

表3 混淆矩阵

Table
 

3 Confusion
 

matrix
项目 实际异常 实际正常

预测异常 TP FP
预测正常 FN TN

  采用两种异常值检测评价指标。准确率代表整体预测

准确程度,是预测正确的结果占总样本的百分比,但忽视了

样本失衡问题,如式(21)所示。因此选取F1分数调和,兼
顾召回率和精确率。精确率代表预测正常且确为正常的比

例;召回率代表预测异常中确为异常的比例,如式(22)
所示。

Accuracy=
TP

TP+FN +
TN

FP+TN  /2 (21)

F1=
2TP

2TP+FP+FN
(22)

3.2 模型性能验证

  为提高数据清洗效率,首要保障异常数据检测的准确

性。本文选择模态分解效果更佳的模型,进行真实数据的

异常检测和更正。具体清洗过程为:将检测为异常的数据,
利用预测模型相应输出值进行替换,提高待清洗数据集的
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质量,避免个别偏差较大的数据对系统运行和调控产生错

误判断。清洗后及时更新并上传数据至控制终端平台,完
成脏数据的剔除和填补工作,为系统准确监测提供数据基

础。最终计算得出,TP、FP、FN、TN 值分别为:25、4、4、

111。结合准确率和F1分数评价异常检测能力,结果如

表4所示。

表4 数据检测结果

Table
 

4 Data
 

detection
 

results

异常评价

指标
LSTM

CNN-
LSTM

EEMD-
CNN-LSTM

CEEMDAN-
CNN-LSTM

Accuracy 56.82 73.21 77.83 91.36
F1 31.03 37.93 64.28 86.21

  综合对比,本文提出CEEMDAN-CNN-LSTM 组合模

型,能够充分拟合输入量与输出复杂关系,对供热系统数据

的异常值检测准确率优于其他常见的方法。最终检测结果

的准确率高达91.36%,F1分数高达86.21%,既可较好地

检测出异常值,又可一定程度上减少将正确值误判为异常

的情况。
为了确保数据集的准确和完整,采用此方法纠正异常

数据。根据之前对于模型预测性能的验证,其损失函数(平
均绝对百分比误差)保持在较小的范围内(低于5%),表明

模型对数据的预测值与实际值之间的差距较小,因此可以

采用预测值代替真实值。

4 结  论

  本文基于DeST负荷模拟软件,获取某建筑实际供热

负荷。通 过 模 态 分 解 方 法,将 原 始 负 荷 序 列 经 过

CEEMDAN分解得到特征明显的子序列和残余项,显著降

低预测难度。基于 Matlab平台搭建深度学习网络,利用

CNN-LSTM组合模型,充分拟合输入与输出之间的复杂关

系。对比其他单一模型,验证了本模型的准确性,其 MAE、

MAPE值分别为17.89、4.80%,因此预测结果精度较高。
根据偏差大小,对混合数据集进行异常辨识。结合准确率

和F1分数进行评价:准确率89.5%,F1分数84.2%,模型

异常值检测能力准确。利用高精度特点,将异常值替换完

成数据清洗。因此,本文组合模型对负荷序列具有良好的

预测性能,其变化趋势符合实际分布规律,能够高效完成混

合数据集的检测和清洗。
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