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摘 要:局部放电作为电力设备绝缘系统失效的早期主要表现,准确有效识别对检修计划的制定及实施,保障电力系
统安全可靠运行具有重要意义。为进一步提高局部放电故障识别准确率,引入了基于多元化结构的过程记忆全局局
部交替搜索多模态智能多元优化算法对局部放电故障进行识别,但算法搜索元构建具有随机性及相关参数的设定对
实际环境下复杂局部放电故障识别具有较高针对性;针对这些问题,本文提出了自适应多元优化局部放电识别算法,
该方法首先对数据样本进行网格划分映射,其次利用网格对象的密度差异性滤除部分稀疏网格数据点,探索高密度区
域密度峰值点个数作为局部放电潜在故障类别数,最后通过具有自适应搜索记忆能力的多元优化算法不断全局局部
交替搜索实现自动识别局部放电故障。为验证本文算法的有效性,将其应用于高压设备的电晕放电、悬浮放电、气隙
放电、沿面放电局部放电数据集以及实际工况下气体绝缘全封闭组合电器绝缘表面局部放电数据集,实验结果表明,
该方法平 均 识 别 准 确 率 分 别 比 RDB、KPP、SVM-KNN、DPC-DLP、GWOKM、PSO、MOA 算 法 提 高 了19.53%、
13.04%、19.46%、37.18%、7.79%、8.13%、4.19%,说明了本文提出的自适应多元优化局部放电识别算法的有效性,
对实际局部放电故障类型识别准确率的提高具有重要意义。
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Abstract:The
 

correct
 

identification
 

of
 

partial
 

discharge
 

(PD)
 

as
 

an
 

early
 

indication
 

of
 

many
 

insulation
 

problems
 

in
 

electrical
 

equipment
 

is
 

crucial
 

for
 

formulating
 

maintenance
 

plans
 

which
 

is
 

an
 

effective
 

way
 

to
 

avoid
 

catastrophic
 

failure
 

as
 

the
 

associated
 

defects
 

are
 

treated
 

at
 

an
 

early
 

stage.
 

The
 

memory-based
 

Multimodal
 

multivariant
 

optimization
 

algorithm(MOA)
 

is
 

applied
 

for
 

PD
 

fault
 

identification
 

based
 

on
 

an
 

iterative
 

global
 

and
 

local
 

search
 

to
 

further
 

improve
 

the
 

accuracy
 

of
 

partial
 

discharge
 

(PD)
 

fault
 

identification.
 

However,
 

the
 

construction
 

of
 

the
 

algorithm's
 

search
 

element
 

has
 

randomness
 

and
 

the
 

setting
 

of
 

related
 

parameters
 

has
 

high
 

pertinence
 

to
 

the
 

identification
 

of
 

complex
 

PD
 

faults
 

in
 

the
 

actual
 

environment.
 

So
 

This
 

article
 

proposes
 

a
 

novel
 

adaptive
 

multivariant
 

optimization
 

algorithm
 

for
 

PD
 

recognition(AMOA).The
 

first
 

step
 

is
 

concerned
 

with
 

the
 

PD
 

data
 

projection
 

into
 

different
 

grids,
 

in
 

which
 

the
 

data
 

may
 

be
 

removed
 

from
 

the
 

data
 

set
 

if
 

it
 

has
 

sparse
 

local
 

density
 

and
 

number
 

of
 

data
 

peak
 

density
 

points
 

are
 

explored
 

as
 

potential
 

PD
 

fault
 

categories
 

if
 

it
 

has
 

high
 

density.
 

After
 

that,
 

the
 

memory-based
 

MOA
 

is
 

applied
 

to
 

identify
 

the
 

PD
 

fault
 

based
 

on
 

an
 

iterative
 

global
 

and
 

local
 

search.
 

With
 

a
 

view
 

to
 

examining
 

the
 

validity
 

of
 

the
 

proposed
 

method,
 

it
 

is
 

applied
 

to
 

the
 

PD
 

datasets
 

of
 

corona
 

discharge,
 

suspension
 

discharge,
 

air
 

gap
 

discharge,
 

discharge
 

along
 

the
 

surface
 

in
 

high-voltage
 

equipment,as
 

well
 

as
 

to
 

the
 

PD
 

datasets
 

of
 

Insulator
 

Surface
 

discharge
 

in
 

GIS
 

under
 

actual
 

operating
 

conditions.
 

The
 

results
 

show
 

that
 

it’s
 

average
 

recognition
 

accuracy
 

is
 

19.53%、13.04%、19.46%、37.18%、7.79%、
8.13%and

 

4.19%
 

higher
 

than
 

that
 

obtained
 

by
 

the
 

RDB,
 

KPP,
 

SVM-KNN,
 

DPC-DLP,
 

GWOKM,
 

PSO,
 

and
 

MOA
 

algorithms,
 

respectively.
 

It
 

could
 

be
 

concluded
 

that
 

the
 

proposed
 

approach
 

offers
 

the
 

advantages
 

of
 

high
 

PD
 

fault
 

recognition
 

for
 

the
 

electrical
 

equipment.
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0 引  言

  局部放电(partial
 

discharge,PD)现象作为电气设备绝

缘故障的早期表现及重要诱因[1],是造成电力系统运行故

障的常见原因之一。通过PD故障类型的有效准确判断可

实现故障预警,对进一步定向检修计划的制定及实施提供
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理论依据,对 保 障 电 力 系 统 安 全 稳 定 运 行 具 有 重 要 的

意义[2-3]。
在电力系统运行现场,相关工程师借助脉冲电流法、特

高频法、超声波法等[4-6]方法获得PD信号后对故障类型进

行识别与检测,但检测结果因人而异,无法保障一致性及有

效性[7]。为进一步提高PD检测结果的有效性,研究者们

借助支持向量机(support
 

vector
 

machine,
 

SVM)、灰狼算

法(grey
 

wolf
 

optimizer,
 

GWO)与 神 经 网 络 (neural-
network

 

model)模型等机器学习方法对PD信号进行客观

分析提取故障检测相关参数达到故障检测的目的;褚鑫

等[8]通过 M-ary算法将各二类分类器的输出作为输入应用

于SVM达到PD类型识别的目的,该方法对油中气隙PD
识别效果较好,但单核SVM 结构对其他类型故障识别效

果欠佳。宋人杰等[9]提出了基于多核SVM 的PD分类方

法,通过线性组合多个核学习整合PD多类型特征到达故

障识别的目的,一定程度提高了故障识别准确性,但算法复

杂度较高,所需识别时间较长。文献[10]提出了基于灰狼

优化算法变压器PD检测方法,通过其较优全局搜索与快

速收敛能力在相对较短时间内实现了未知搜索空间数据特

征提取及故障有效识别,但对复杂数据集易出现收敛精度

不高及泛化能力不强的问题。研究者们[11-12]提出了基于神

经网络复杂类型PD故障识别方法,但实验构建神经网络

数据集具有较高针对性,难以自适应应用于实际工况下采

集的具有高聚集性、难分性、数据集各簇呈球状且细长以及

密度不平衡性等复杂特征PD故障数据[13]。近年研究者们

提出了基于历史的全局与局部交替搜索协同合作的群智能

多 元 优 化 算 法 (multivariant
 

optimization
 

algorithm,
 

MOA),该方法基于历史搜索结果对解空间进行细致而全

面寻优,已有效应用于 Michalewicz、Langermann等复杂测

试函数[14],同时为PD故障检测的动态跟踪与自适应调整

提供了有效途径。本文基于 MOA提出了自适应多元优化

局部 放 电 识 别 算 法 (adaptive
 

multivariant
 

optimization
 

algorithm
 

for
 

PD
 

recognition,
 

AMOA),该算法首先对数据

样本进行网格划分映射,并利用网格对象的密度差异性滤

除部分稀疏网格数据点,探索高密度区域密度峰值点个数

作为PD潜在故障类别数传入 MOA进行不断全局局部自

适应搜索自动识别PD故障,从而在有效避免 MOA算法

冗余计算的同时,一定程度提高实际工况PD故障检测的

可行性。实验将 AMOA算法应用于高压设备电晕放电、
悬浮放电、气隙放电、沿面放电四类典型的PD故障数据集

以及施加385
 

kV与375
 

kV的电压下气体绝缘全封闭组合

电器(gas
 

insulated
 

substation,GIS)绝缘表面PD故障数据

集的识别,同时与现有基于反向最近邻密度估计的密度聚

类算法(a
 

density-based
 

clustering
 

algorithm
 

using
 

reverse
 

nearest
 

neighbor
 

density
 

estimates,
 

RNN-DBSCAN)[15]、K
均值聚类++(k-means++,

 

KPP)[16]、基于 K邻近改进

的支持向量机(support
 

vector
 

machine
 

based
 

on
 

k-nearest
 

neighbor,
 

SVM-KNN)[17]、基于动态图的标签传播的密度

峰值聚类算法(dynamic
 

graph-based
 

label
 

propagation
 

for
 

density
 

peaks
 

clustering,
 

DPC-DLP)[18]、基于 K均值聚类

的灰狼优化算法(grey
 

wolf
 

optimizer
 

algorithm
 

with
 

k-
means

 

clustering,
 

GWOKM)[19]、粒子群优化算法(particle
 

swarm
 

optimization,
 

PSO)[20]、多元优化算法(multivariant
 

optimization
 

algorithm,
 

MOA)等先进密度和非密度聚类

算法作为基线方法进行了比较,其平均识别准确率分别提

高了19.53%、13.04%、19.46%、37.18%、7.79%、8.13%、

4.19%,有效说明AMOA算法对PD故障数据集的识别能

力;为进一步说明该算法的泛化性,将其应用于 UCI数据

集,结果表明此算法对不同类型数据都具有更高的效率与

准确性。本文将从算法原理、PD识别实验与非PD识别泛

化实验与进行阐述,以全面展示AMOA算法的优越性。

1 算法原理

1.1 多元优化算法

  MOA算法是基于多元化结构的过程记忆全局局部交

替搜索多模态智能算法,可对动静条件下聚类问题进行有

效解决[21],适合于PD故障的有效识别。MOA算法通过

多元化结构存储过程中产生的全局及局部搜索元信息如

图1所示,以对解空间进行全局与局部搜索,从而逼近全局

最优并有效避免搜索陷入局部最优。

图1 MOA算法结构图

Fig.1 MOA
 

algorithm
 

structure
 

diagram

从图1中可知 MOA算法多元化结构由全局搜素元

(Ga )与局部搜索元(La )以多元结构链表组成,其中左侧

Ga 因评价指标较优而保留较多的La,右侧Ga 因评价指标

较差而保留较少La,使得更多评价指标较优全局及局部搜

索个体参与记忆寻优过程,基本过程如下:
步骤1)设置局部半径、聚类个数、搜索元个数、最大迭

代次数算法参数;
步骤2)在全局解空间进行全局搜索元Ga 随机构建:

Ga = [unifrnd(l1,u1),…,unifrnd(ld,ud)] (1)
其中,ld 与ud 分别为数据集中的每一维度中的最大与

最小值;
步骤3)确定全局搜索元适应度值(fitness):

fitness=W1×S1+W2×S2 (2)

·11·
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其中,S1、S2 分别为搜素元的类内距离值(式(3))与类

间距离值(式(4)):

S1 =∑
K

j=1
∑

∀Xi∈Zj

‖Xi-Zj‖2 (3)

S2 =∑
K

i=1
∑

K

j=i+1
‖Zi-Zj‖2 (4)

其中,式(1)中权值系数W1 =0.2、W2 =0.8,使得类

内距离最小化、类间距离最大化,以保证聚类效果;
步骤4)在全局搜索元局部半径下寻找更具潜力的局

部搜索元La:

La =Ga +r×[l1,…,ld] (5)
其中,r为局部探索半径,ld 为-1~1的随机数;
步骤5)将适应度值较优的搜索元作为高潜力搜索元

存储于多元化结构进入下次迭代;
步骤6)返回步骤2)直至到达最大迭代次数。

1.2 基于网格筛选的密度峰值聚类算法

  基 于 网 格 密 度 峰 值 聚 类 算 法(grid
 

density
 

peaks
 

clustering
 

algorithm,
 

GDPC)根据数据点的不均匀分布,采用

网格化方法滤除部分稀疏网格数据点,有效增强了算法对高

密度网格的关注度,并利用决策图策略快速预估聚类中心的

位置,以确保聚类的准确性与高效性,基本流程如下:
步骤1)设置截断距离、网格比例算法参数;
步骤2)确定数据集网格划分长度ξ,假设数据集的维

度为k,第ω 维的数值在区间 [hω,lω)内,其中ω =1,2,

3,…,k,则:S=[h1,l1)×…×[hk,lk)代表k维空间,通
过几何平均求解确定ξ:

ξ=a×(∏
k

ω=1

hω -lω

m
)
1
k (6)

其中,a∈[0.5,1.5][22]为动态调节比例参数,m 表示

数据集样本总个数;
步骤3)将数据集映射到根据式(6)划分的网格单元

中,并计算每个网格密度φc 为:

φc =Nc (7)
其中,Nc 表示第c个网格中数据点个数;
步骤4)剔除φc 较小网格单元内数据点,获得高密度数

据集A = {∂1,∂2…..∂u};并计算 A 中数据点的局部密

度ρi
[23]:

ρi =∑
j

χ(dij -dc) (8)

χ(ℓ)=
1, dij -dc <0
0, 其他 (9)

其中,dc 为截断半径,ρi 为截断圆内与数据点i相邻

的数据点个数;若dc 过大将导致不同簇的合并,其值过小

将导致同一簇的分裂,故dc 应该使截断距离内的邻域样本

数目为样本总数的1%~2%;同时为降低主观选取dc 参数

对聚类效果的影响,故采用高斯核函数改进ρi 为:

ρi =∑
u

j=1
exp(-

dij
2

dc
) (10)

步骤5)确定各样本点xi 相对距离δi:

δi=min(dij)
j:ρj>ρi

(11)

表示样本点xi 与更高密度点的最小距离值;若xi 为

密度最高样本,则相对距离δi 为:

δi=max(dij)
i≠j

(12)

步骤6)据ρi 与δi 建决策图,将ρi 和δi 都较大的点作

为簇中心;
步骤7)将数据集剩余数据点按照“最近邻”原则归于

密度等于或高于“当前点”的最近点一类。

1.3 自适应多元优化局部放电识别算法

  如前所述,MOA算法搜索元构建具有随机性及相关

参数的设定对实际环境下复杂PD故障识别具有较高针对

性,不利于算法收敛和实际应用;而 GDPC算法具有快速

自发发现任意形状簇的高密度区域与自发优化参数特性;
因此为进一步提高具有高聚集性、难分性、数据集各簇呈球

状且细长以及密度不平衡性等复杂特征PD识别准确率,
本文提出的AMOA算法通过GDPC算法的数据网格筛选

过程有效提高了 MOA算法对高密度数据区域的注意力与

参数优化泛化能力,使得 MOA可自适应调整复杂多变PD
样本的识别参数,具体过程如图2所示。

图2 AMOA算法结构图

Fig.2 AMOA
 

algorithm
 

structure
 

diagram

从图2可知,AMOA算法首先通过GDPC确定PD故

障数据集高密度区域后获得潜在聚类中心,然后通过潜在

簇中心个数与簇内范围区间参数优化 MOA聚类个数与搜

索范围,避免式(1)与(2)搜索元的随机构建过程,最后充分

发挥 MOA动态搜索寻优能力对PD进行有效识别,其算

法的具体过程详述如下:
步骤1)设置参数局部半径、网格比例参数、搜索元个

数、最大迭代次数算法参数;
步骤2)采用GDPC算法网格化过程对数据样本X =

{x1,x2,…,xm}进行网格映射划分;
步骤3)利用划分网格单元密度差异性,剔除单元格密

度较小的网格数据点得到高密度数据集B = {o1,o2,…,
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ou},并计算B 的ρi 与δi;
步骤4)据ρi与δi构建决策图,将局部密度ρi与相对距

离δi 较大的密度峰值点作为潜在簇中心;
步骤5)以潜在簇中心个数与簇内范围区间参数分别

优化多元优化 MOA识别任务的聚类个数参数与搜索元寻

优区间参数;
步骤6)通过参数优化后的 MOA识别任务进行高潜

力全局局部交替搜索,同时利用储存的过程信息fitness的

一阶差分误差绝对值的变化进行自适应迭代过程,即:

Δfitnessi =|fitnessi-fitnessi-1| (13)
步骤7)以 适 度 值 平 均 变 化 误 差 作 为 算 法 结 束 指

标,即:

Δfitness=∑Δfitnessi

i
(14)

其中,i代表迭代次数,若Δfitnessi<Δfitness代表适度

值趋于稳定,证明算法已经寻找到最优聚类结果算法结束。

2 AMOA算法PD识别实验

  为说明 AMOA算法的有效性,将同时将其与 RDB、

KPP、SVM-KNN、DPC-DLP、GWOKM、PSO、MOA 算法

应用于电晕放电、悬浮放电、气隙放电、沿面放电四类典型

PD故障相位分布图谱(phase
 

resolved
 

partial
 

discharge,
 

PRPD)数据集以及在实际工况下的GIS绝缘表面PD故障

数据集的PRPD图谱特征,并比较它们的识别准确性。相

关实验在 Windows10
 

64位操作系统,Intel(R)
 

Core(TM)

i7-10500@3.10
 

GHz
 

CPU,16
 

GB内存设备上,使用 MATLAB
  

 

R2020b软件完成。

2.1 数据集介绍

  为了验证算法对PD数据集识别的有效性,采用高压

设备电晕放电、悬浮放电、气隙放电、沿面放电四类典型PD
数据集以及在实际工况施加385

 

kV与375
 

kV的电压下

GIS绝缘表面PD故障数据集的PRPD图谱特征[24-25]进行

识别实验,数据集的详细信息如表1所示。为保证实验的

有效开展,将删除数据集中具有缺失值的数据行。

表1 局部放电数据集

Table
 

1 Partial
 

discharge
 

data
 

set

数据集
样本

总数
簇数 维度

Corona_bobina_1(CB1) 3
 

788 2 2
Corona_floating_2(CF2) 9

 

056 2 2
Corona

 

Discharge(CD) 864 2 2
Surface

 

Discharge(SD) 795 2 2
GIS

 

Surface
 

Discharge(GIS
 

385
 

kV)2
 

225 2 2
GIS

 

Surface
 

Discharge(GIS
 

375
 

kV)1
 

900 2 2

2.2 实验结果

  在对比实验中,因CB1、CF2、GIS
 

385
 

kV与GIS
 

375
 

kV
样本数目较多和分布较密集,故 AMOA算法a 设为1.2,
而CD与SD数据样本较少,a 设为0.7,r设置为0.2,搜
索元个数为10,最大迭代次数均为150次进行聚类实验,
聚类效果图如表2所示。

表2 算法聚类结果

Table
 

2 Algorithm
 

clustering
 

result
算法 CB1 CF2 CD SD GIS

 

385
 

kV GIS
 

375
 

kV

AMOA

MOA

PSO

GWOKM

SVM-KNN
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续表2
Continuation

 

table
 

2
算法 CB1 CF2 CD SD GIS

 

385
 

kV GIS
 

375
 

kV

DPC-DLP

KPP

RDB

  可 见,在 高 密 集 PD 故 障 数 据 集 CB1与 CF2上,

AMOA算法与RDB算法整体识别效果较好,但RDB算法

对离散点的处理欠佳导致类别数多于真实数据集类别数。
因CD数据集较为简单且满足高斯分布特性使得各类算法

都能够较好地捕捉其内在结构。而对于难分性SD数据集

而言,AMOA、GWOKM、SVM-KNN、MOA和PSO算法

聚类效 果 均 表 现 较 为 出 色;而 在 实 际 施 加385
 

kV 与

375
 

kV的电压下GIS的真实缺陷PD故障数据集故障识

别中,AMOA、MOA、GWO-KM、PSO、
 

KPP算法识别较

好,但SVM-KNN、DPC-DLP、RDB算法识别效果欠佳。
总之,AMOA算法对各类PD故障数据集均有较好的

识别能力,可实现准确和稳定的故障识别。为进一步量化

说明,列出了不同算法10次PD故障识别平均准确率如

表3所示。从中可知,GWOKM、SVM-KNN、DPC-DLP、

MOA、PSO算法对CB1与CF2非平衡性数据集识别平均

准确率低于89%,而 AMOA与RDB算法识别平均准确

率在97%以上;而RDB算法在CD与SD数据集上的PD
识别平均准确率均低于95%。AMOA算法对CD与SD
数据 集 的 识 别 平 均 准 确 率 均 达 到99.8%以 上,同 时

AMOA算法对实际工况下的GIS绝缘表面PD故障识别

率均达到100%,而以PD故障数据集总体识别率为指标,

AMOA算 法 相 较 于 RDB、KPP、SVM-KNN、DPC-DLP、

GWOKM、PSO与 MOA实验算法分别提高了19.53%、

13.04%、19.46%、37.18%、7.79%、8.13%、4.19%,有
效说明本文提出的AMOA算法对高压设备PD识别具有

更好效果。

表3 准确率指标

Table
 

3 Accuracy
 

index %
算法

数据集
RDB KPP SVM-KNN DPC-DLP GWOKM PSO MOA AMOA

CB1 97.7 71.73 86.3 56.23 73.251 71.25 86.299 98.6
CF2 98.9 53.83 73.52 75.96 76.48 76.48 88.3 98.02
CD 94.56 100 99.31 100 100 100 100 100
SD 91.19 92.7 98.365 90.94 100 100 96.73 99.87

GIS
 

385
 

kV 44.94 100 57.21 23.1 100 100 100 100
GIS

 

375
 

kV 52 100 65.053 27.2 100 100 100 100
总体识别率 79.88 86.38 79.96 62.24 91.62 91.29 95.22 99.42

  为进一步评价AMOA算法对于具有较为复杂多变的

特性PD 识 别 的 有 效 性,进 一 步 计 算 了 外 部 指 标 纯 度

(Purity)、调整兰德系数(adjusted
 

rand
 

index,
 

ARI)、归一

化互信息(normalized
 

mutual
 

information,
 

NMI)参数如

表4~6所示,可知AMOA算法对PD识别的平均Purity、
平均ARI、平均 NMI分别为99.42%、99.39%、99.41%,
均接近于1,具有较优的识别效果,有效说明了AMOA算

法的PD故障识别能力优于RDB、KPP、SVM-KNN、DPC-

DLP、GWOKM、PSO、MOA算法。

2.3 各方法运行时间

  为进一步分析本文提出算法的实际可用性,列出了各

算法对4种PD故障数据集的识别时间对比柱状图如图3
所示;可知本文提出的AMOA算法对不同类型PD故障总

体识别时间较少,说明 AMOA算法通过自适应迭代过程

可有效减少故障的识别时间,进一步说明了本文提出

AMOA算法可对PD实现高效识别。
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表4 纯度指标

Table
 

4 Purity
 

index %
算法

数据集
RDB KPP SVM-KNN DPC-DLP GWOKM PSO MOA AMOA

CB1 97.7 86.3 86.3 86.3 86.29 86.3 86.29 98.6
CF2 98.9 63.86 77.308 75.96 76.48 76.48 88.3 98.02
CD 94.56 100 99.306 100 100 100 100 100
SD 91.19 92.7 98.365 90.94 100 100 96.73 99.87

GIS
 

385
 

kV 58.29 100 45.36 78.2 100 100 100 100
GIS

 

375
 

kV 65.05 100 57.3 68.73 100 100 100 100
平均Purity 84.28 90.48 77.32 83.36 93.80 93.80 95.22 99.42

表5 调整兰德系数指标

Table
 

5 ARI
 

index %
算法

数据集
RDB KPP SVM-KNN DPC-DLP GWOKM PSO MOA AMOA

CB1 81.9 16.58 0 0.37 15.874 15.87 86.299 98.56
CF2 97 0.57 29.73 26.93 27.975 27.97 88.3 97.91
CD 88.15 100 96.75 100 100 100 100 100
SD 83.18 72.91 93.56 67.01 100 100 96.73 99.86

GIS
 

385
 

kV 4.65 100 -1.43 -5.28 99.9 99.4 100 100
GIS

 

375
 

kV 3.02 99.3 0 -0.076 97.4 100 100 100
平均ARI 59.65 64.89 36.44 31.49 73.52 73.87 95.22 99.39

表6 归一化互信息指标

Table
 

6 NMI
 

index %
算法

数据集
RDB KPP SVM-KNN DPC-DLP GWOKM PSO MOA AMOA

CB1 92.88 16.04 0 16.07 15.399 15.40 86.299 98.59
CF2 92.68 0.58 33.878 25.75 29.724 27.97 88.3 97.99
CD 79.91 100 92.79 100 100 100 100 100
SD 79.33 62.92 89.551 62.23 100 100 96.73 99.87

GIS
 

385
 

kV 31.28 98.8 -1.94 7.37 99.2 100 100 100
GIS

 

375
 

kV 23.54 100 0 1.97 100 98.9 100 100
平均NMI 66.60 63.06 35.71 35.57 74.05 73.71 95.22 99.41

图3 算法时间图

Fig.3 Algorithmic
 

time
 

graph

3 AMOA算法非PD识别泛化实验

3.1 数据集介绍

  为进一步说明 AMOA算法的泛化性,实验将其应用

具有不同维度的UCI数据集如表7所示。

表7 UCI数据集

Table
 

7 UCI
 

data
 

set

数据集 样本总数 簇数 维度

Iris
 

150 3 4

Haberman
 

150 2 3

Wine
 

178 3 13

Cancer
 

685 2 9
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3.2 非PD泛化识别结果

  实验中AMOA算法的a设为0.8,r为0.2,搜索元个

数为10,迭代最大次数均为150次,采用欧式距离作为评

价函数进行聚类实验,10次实验结果平均识别准确率如

表8所示,可知本文提出的 AMOA算法对以上常用数据

集的 平 均 识 别 准 确 率 分 别 高 于 MOA 算 法 5.34%、

1.64%、11.3%、0.68%,有效说明了AMOA算法对非PD
数据具有较优的识别泛化性。

表8 非PD实验识别结果

Table
 

8 Identification
 

results
 

of
 

non-PD
 

experiments
%

数据集 MOA识别率 AMOA识别率

Iris
 

89.99 95.33
Wine

 

95.55 97.19
Haberman 73.53 84.83
Cancer

 

96.49 97.17

4 结  论

  为进一步提高PD故障识别准确率,本文提出了自适

应多元优化局部放电识别算法,用于PD类型的故障识别,
并与 RDB、KPP、SVM-KNN、DPC-DLP、GWOKM、PSO、

MOA算法进行了对比,得到结论如下:
本文结合了多模态 MOA算法搜素框架与 GDPC算

法参数优化模式,提出了AMOA改进算法对PD故障进行

识别,加强了对MOA任务的高密度区域注意力,以高密度

区域潜在簇进行优化 MOA参数。

AMOA算法对高压设备的4类PD故障和在实际工

况施加下385
 

kV与375
 

kV的电压下GIS绝缘表面PD故

障进行较好的识别,总体平均识别准确率达到了99.42%,
在同等计算资源下AMOA相较于 MOA计算速度提升了

近10倍,对指导实际工况下的 PD故障识别具有一定

意义。
本文提出的 AMOA算法的相较 MOA算法而言,其

拥有 更 强 的 寻 优 能 力,对 非 PD 数 据Iris、Haberman、

Wine、Cancer的总体平均识别准确率达到了93.625%,证
明了 AMOA算法对非PD数据集也具有较好的识别泛

化性。
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